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摘要—在工业 4.0和智能制造的背景下，过程工业优化与控
制领域也正在经历数字化转型。随着深度强化学习（DRL）的兴
起，其在过程控制中的应用引起了广泛关注。然而，由于探索过
程中导致的极低样本效率和安全问题，阻碍了它在工业环境中的
实际实施。迁移学习为DRL提供了一个有效的解决方案，提升
了其在多模式控制场景中的泛化能力和适应性。本文从迁移学习
的角度提供了关于将DRL用于过程控制的一些见解。我们分析
了在过程工业中应用 DRL的挑战以及引入迁移学习的必要性。
此外，还为未来的研究方向提出了建议和展望，探讨如何将迁移
学习与DRL相结合以提升过程控制。本文旨在为过程工业领域
的学者和工程师提供一套有前景的、用户友好的、易于实施且可
扩展的人工智能辅助工业控制方法。

Index Terms—深度强化学习，工业控制，迁移学习，流
程工业

I. 介绍

IN 在工业 4.0和智能制造的领域，智能流程在过程
控制领域变得越来越重要。科学与工程中人工智能

的兴起为现代工艺行业提供了一种新的深度强化学习
（DRL）范式，增强了并推动了这些行业的发展。近年来，
工艺行业中越来越多地关注 DRL与过程控制 [1]–[3]的
交叉点。对于连续和批次流程 [4]–[7]，已经开发出了相
应的算法改进和应用研究。

利用 DRL进行过程控制代表着实现智能制造和提
高生产自动化水平的一个有希望的方向。然而，与金
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融、推荐和机器人等领域相比，流程工业对安全性和
稳定性的要求更高。这种更高的要求是 DRL在工业环
境中广泛适用面临重大挑战的重要原因。值得注意的
是，一些学者已经将迁移学习的概念引入到过程控制的
DRL中，以增强其安全性和实用性 [8]–[10]。迁移学习
的整合有利于过程控制，为工业生产提供了更合理和实
用的解决方案 [11]。
不幸的是，在过程控制领域，关于如何将迁移学习

整合到深度强化学习中缺乏系统性的分析和综合，特别
是在过程系统工程领域的值得探索的研究方向方面。
为了填补这一空白，本文提出了关于利用迁移学习

促进过程控制中的强化学习的见解和前景，旨在为本领
域的研究人员提供有价值的参考点。

II. 强化学习在过程控制中的应用

强化学习（RL）在学术界和工业界都获得了显著
的关注，最近的研究突出了其潜力。特别是深度强化学
习（DRL），在 AlphaGo战胜围棋人类选手 [12]之后引
起了广泛关注。DRL专注于解决不确定环境中的顺序
决策问题 [13]，使其特别适用于过程控制，在过程中不
确定性往往起着关键作用 [3]。从数学角度看，DRL可
以被定义为一种能够管理系统随机性的最优决策算法。
此外，DRL不仅支持离线训练策略的存储，还支持适
应性和迁移学习 [9], [10]。
在过程工业中，比例-积分-微分（PID）和模型预测

控制（MPC）是两种广泛采用的控制算法 [6], [7]。PID
控制通过调整基于误差信号的比例、积分和导数反馈来
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工作，这可能导致更慢且更被动的控制，并可能产生诸
如振荡或超调等问题。相比之下，MPC 是一种基于模
型的方法，它预测系统的未来行为并实时优化控制输入
[14]。然而，MPC 需要一个准确的系统模型，对于复杂
或动态系统这可能是不可行的。
在此背景下，DRL通过提供一种数据驱动的无模

型方法，提供了有希望的替代方案。它通过与环境互
动，在尝试和错误中学习，使其非常适合处理具有未知
或时变动态的复杂系统。与依赖于预测模型的MPC不
同，DRL特别适用于难以建模或随时间变化的行为控
制问题。这使得 DRL成为解决过程控制挑战的强大候
选者。最近的进步已导致了许多基于 DRL的过程工业
控制应用和改进 [8]–[11], [15]–[17]。
形式上，DRL是一种学习范式，与传统的监督学习

和无监督学习不同。强化学习（RL）旨在通过与环境E

的交互来训练一个智能体以最大化长期的折扣奖励。通
常，RL任务被建模为一个马尔可夫决策过程（MDP），
具有状态空间 S 和动作空间A。在每个时间步骤中，智
能体根据其策略选择一个动作 at，给定当前状态 st，转
换到一个新的状态 st+1，同时从环境接收到一个奖励
信号 rt。

RL 策略可以是随机的或确定性的。随机策略表示
为动作的条件概率密度，πθ(at|st) : S 7→ P(A)，其中
θ 参数化该策略。相比之下，确定性策略由 πθ(at|st) :
S 7→ A给出，其中动作 at被选为其概率分布的最大值。
即时奖励，rt = r(st,at)，是状态-动作对的标量函数。
一个 episode的总奖励，Rt，是即时奖励的折扣和：

Rt =
T∑

t=1

γtrt =
T∑

t=1

γtr(st,at). (1)

RL代理的性能目标是最大化期望折扣回报：

J (πθ) = max
πθ

Es∼ρπ,a∼πθ
[Rt |st,at ] . (2)

动作值函数 Qπ(st,at)是在状态 st 中采取行动 at 并遵
循策略 π时的期望回报：

Qπ(st,at) = Eπ [Rt |st,at ] . (3)

贝尔曼方程提供了一种递归计算动作值函数和求解公
式 (2)中的优化问题的方法。

Qπ(st,at) = Ert,st+1∼E

[
rt + γEat+1∼π [Q

π(st+1,at+1)]
]
.

(4)

III. DRL在过程控制中的实际障碍

尽管深度强化学习在视频游戏和推荐系统等领域
展示了令人印象深刻的成功，这些领域数据丰富且安全
问题较少，但在流程制造中的应用，尤其是在化工过程
控制中，面临着巨大的挑战。现实世界的工业系统的复
杂性为广泛采用深度强化学习带来了显著障碍。两大主
要问题阻碍了其实际使用：采样效率低和在不同运行条
件下泛化能力差。特别是化工过程是大规模系统，动态
特性缓慢，这使得深度强化学习代理的训练、验证和部
署既耗时又耗费资源。

其中一个最紧迫的挑战是安全问题和试错学习的
高昂成本。DRL通常需要与系统进行大量交互以学习
有效的控制策略，这通常涉及数百万次与环境的互动。
在工业环境中，这可能转化为几天甚至几周的训练时
间，在这段时间里，安全风险和财务成本变得难以承
受。在化学工艺环境中进行实际培训往往不切实际，因
为存在潜在危险并且需要受控条件，使得直接将 DRL
应用于工业生产中的物理系统变得困难。

一个解决这一挑战的潜在方案涉及使用仿真环境
和精确的系统模型进行 DRL训练。虽然这些模型可以
帮助缓解安全风险并降低培训成本，但开发复杂化学系
统的详细机制模型是一项劳动密集型且高度专业化的
任务。此外，这些模型通常需要大量的计算资源来进行
训练，这进一步使其在实际应用中变得复杂。即使有了
准确的模型，训练过程仍然具有挑战性并且计算成本高
昂，特别是在试图复制现实世界过程中缓慢、非线性的
动态特性时。

另一个关键问题是 DRL代理的泛化能力。DRL代
理对其训练时的具体条件非常敏感，环境中的微小变
化——例如系统参数的变化或干扰——可能导致性能
显著下降。在过程控制中，操作条件可能会随时间及不
同模式发生变化，这种缺乏鲁棒性构成了一个主要限
制。在一个操作条件下训练的 DRL代理可能无法有效
适应新条件，在时变或高度非线性的环境中这将影响其
性能。

此外，许多现有的关于过程控制中 DRL的研究未
能充分解决其在工业环境中应用的可行性。它们常常忽
视安全性和泛化等关键因素，这些对于化学过程行业
中大规模部署 DRL至关重要。如果不解决这些挑战，
DRL在过程控制中的实际应用仍将受到限制。直到克



服这些障碍，DRL在化学过程控制中的潜力才会得到
充分发挥，它在这种领域的使用才会逐渐扩大。

因此，本文的下一部分内容将从迁移学习的新视角
探讨 DRL在过程控制中的潜在应用。

IV. 迁移学习如何促进工业过程控制中的强化学习的
视角

在以下章节中，我们将深入讨论并展望如何将迁移
学习与强化学习相结合，以更好地促进过程工业下一代
智能制造的发展。

A. 世界模型赋能的 RL训练加速

将 RL应用于化工过程控制的主要挑战之一是训练
所需的时间和数据量庞大。为了解决这个问题，可以使
用世界模型（如数字孪生）来创建环境的内部模拟。世
界模型利用代理模型来表示化工过程的基本动态，这些
代理模型基于历史数据进行训练以生成合成过渡，从而
使 RL代理能够在不与物理系统交互的情况下执行“梦
想”和“想象”的滚动，并完善控制策略。

例如，作为工业 4.0智能制造的关键组成部分，数
字孪生可以为深度强化学习迁移学习提供多维、高精度
和细粒度的虚拟现实集成仿真模型。构建工业过程的数
字孪生将极大有助于在源域和目标域之间转移学习、适
应和泛化强化学习代理，因为切换一个或多个不同领域
的操作需要由数字孪生提供的可扩展多模式流程描述。

我们的方法 [9], [10]，受到模型辅助的RL和Dream
to Control的启发，通过最小化对实时数据收集的依赖
显著加速了学习。通过利用世界模型，RL智能体可以
更快地适应系统动力学和操作模式的变化，在训练过程
中确保更大的灵活性和鲁棒性。

B. 使用预训练+微调的 RL代理从仿真到现实的迁移
学习

从仿真到现实的迁移学习对于使强化学习代理适
应工业设置中的多模式和跨过程控制至关重要。这使得
预训练的强化学习模型能够在最少重新训练的情况下
调整到新的操作条件或流程，增强其在不同任务之间的
泛化能力。它涵盖了当深度强化学习策略从模拟世界过
渡到现实世界 [18]时，尽量减少性能下降的方法。通常
情况下，当环境发生变化时，深度强化学习代理的性能
会显著下降。

图 1. 基于 DRL的 Sim2Real控制设计框架 [8]。

在源领域中预训练 RL控制器，并结合在目标域中
微调基于 RL的控制策略，是转移 RL代理最常见的方
法。这种概念与工业过程控制器的设计原则非常吻合。
事实上，预训练+微调早已应用于流程工业优化控制
中，其扩展到现代 RL显示出明显潜力。最初在机器人
领域强调的 RL代理的 Sim2Real迁移，也为我们的过
程控制系统提供了一种高度可行的解决方案。
我们之前的工作 [8]提出了一种用于能源领域热力

学循环过程的基于 DRL控制器的简单 Sim2Real迁移
学习方法，解决了与实际过程控制系统交互训练中遇到
的样本效率低、耗时和安全风险等问题。框架如图 1所
示。我们首次使用DRL Sim2Real迁移学习的概念来解
决能源系统控制问题，创新性地提出了利用虚拟原型进
行离线预训练并随后转移到真实系统的 Sim2Real迁移
方法。

C. 模仿学习启发的 RL控制器先验学习

从演示中学习涵盖了许多利用专家演示对 RL控制
器进行训练的方法，其中模仿学习是一种常见做法。在
工业生产中，存在丰富的闭环操作历史数据，从中可以
推导出控制器的先验知识。随后，初始化的 RL控制器
可以在实际过程中进行迁移学习，从而提高 DRL训练
的安全性。例如，行为克隆是最简单的模仿学习技术，
其本质上是拟合专家轨迹中的“状态 st- 动作 at”数据
对。模仿学习的结果可以作为 Sim2Real预训练的基础，
随后进行精细调整 [19]。

D. 从（人类）专家中提炼控制器的学徒学习

在过程控制系统的历史操作中，存在大量由人工操
作员生成或由经典控制器如 PID或MPC存储的数据。



尽管这些数据包含了有关隐式控制模式的有价值信息，
但通常被利用不足。通过从这类历史闭环操作数据中提
取潜在的专家控制器行为，我们可以帮助 DRL代理在
无需在线探索的情况下做出明智决策。

学徒学习 [20], [21]，如逆向 RL [22]–[24]，可用于
帮助 RL代理从人类专业知识或现有控制器中学习，而
不依赖危险的试错方法。逆向 RL代表了一种特殊的模
仿学习形式，旨在将控制器与专家匹配，同时恢复用于
合理化最优策略的奖励函数。与一般的模仿学习相比，
逆向 RL更适合 DRL迁移学习，因为它可以推断输入
输出数据 [15]中隐藏的闭环控制逻辑。估计奖励函数类
似于理解专家为什么执行此类行为背后的意图，而不仅
仅是拟合控制器的行为。这有助于在迁移学习过程中将
RL代理从源域扩展和泛化到目标域。
这样，可以通过离线方式训练 RL 代理，学习来

自专家人类操作员或经过验证的控制方案的最佳策略。
该方法将使 DRL代理能够为工业控制系统执行有效的
“热/暖启动”操作，减少对昂贵实时实验的需求，并提
高生产自动化的安全性和效率。

该方法将创建一个数据驱动的控制器，利用工业大
数据和专家知识来提升复杂过程中 RL代理的智能性和
安全性。此外，离线 IRL训练的结果可以用作后续在线
迁移学习的基础，并可能实现少量样本适应。

E. 离线强化学习面向安全关键的实际应用

将 DRL在流程工业中实际应用的主要障碍是在线
学习和随机探索相关的显著安全风险。假设我们已经从
工厂的历史操作中积累了丰富的数据集，解决 DRL中
的安全问题的一个直接方法是利用这些数据集直接训
练过程控制器。

正如名称所暗示的，离线 RL [25]–[27]涉及完全以
离线方式训练控制策略，无需与环境进行交互，而是依
赖于一个离线数据集。这种方法的优势在于其在迁移学
习场景中的实用性，作为 RL代理源域训练阶段，允许
通过跨越状态-动作空间的大型数据集来训练控制器。
然而，缺点是显而易见的：假设离线数据集涵盖了

所有可能的情况是不现实的，因为 DRL在探索过程中
难以预测它将要遍历的状态-动作空间。此外，当前关
于离线 RL的研究主要集中在解决训练期间的价值函数
高估问题上。然而，针对这一问题的传统解决方案往往
会引入保守性，影响最终的控制性能 [28], [29]。尽管存

图 2. 多任务逆强化学习框架用于多模式过程控制设计。

在这些挑战，离线 RL仍然是一个有前景的研究领域，
能够将 DRL应用于实际的过程控制应用中。

F. 元强化学习或多项任务强化学习用于多模式控制

过程系统经常表现出多模式特征，例如设定点或系
统参数的变化，以及操作条件的大幅度波动。这里，模式
的定义是广泛的，涵盖任何改变过程系统分布 [8]–[10]
的情况。传统的深度强化学习（DRL）难以很好地适应
模式的突然变化，因为它对模型-植物不匹配敏感，并
且其泛化性能在不同场景中往往较差。一种非常有前景
的战略是元学习 RL [30], [31]或多任务 RL [32], [33]，
能够训练一个通用控制器来适应多个任务/模式 [34],
[35]。鉴于过程系统的多模式特性，可以整合数据解析
中的高级技术，如潜在空间建模和变分推理，通过多任
务学习解决多模式控制问题。因此，当源域的培训涵盖
一些代表性的模式时，DRL智能体能够快速适应那些
未见过的目标域。

G. 多任务逆强化学习在过程控制中的应用及多模式历
史大数据分析

这一新颖的想法结合了多模式控制器学习与逆强
化学习 [15]，主要用于从涵盖各种操作模式的大型闭环
数据中恢复奖励函数和控制策略。该框架如图 2所示。
对于多模式控制系统，存在对应不同模式的多个专

家控制器，导致专家轨迹分布不同。我们可以利用历史
工业闭环大数据和多任务 IRL从特定模式的轨迹分布
中学习控制器先验。这些多模式先验将在逆 RL框架内
提供一个通用的控制器架构，在实现过程中促进跨模式
少量样本适应。

H. 基于模型的 RL或基于MPC的 RL以实现更快适应

基于模型的强化学习（MBRL）[36]也可作为基于
强化学习的过程控制的迁移学习解决方案。MBRL通
过结合系统建模的优势和强化学习的适应性，为过程工



业优化提供了显著优势。通过纳入已学习或预定义的过
程模型，MBRL提高了样本效率，使在较少的真实世
界交互中更快地收敛到最优控制策略成为可能。MBRL
还可以促进迁移学习，因为世界模型捕捉了可以在不同
领域应用的系统动态特性，减少了对相似过程重新训练
模型的需求。这增强了可扩展性，使得能够部署鲁棒且
适应性强的控制策略跨越不同的生产线或工厂。

鉴于MPC在工业应用中的主导地位，近期的研究
开始探索将 MPC与 DRL潜在整合的可能性。这两种
方法各有优缺点，但能有效互补。一方面，MPC能够考
虑不确定性、系统复杂性和长期预测范围，其性能很大
程度上依赖于所用过程模型的准确性 [37]。另一方面，
DRL可以自然处理复杂系统的不确定性并管理无限预
测范围。然而，DRL在约束满足方面存在困难且缺乏可
解释性，而MPC则提供安全保证和透明度。近年来，一
些研究人员提出了基于RL的MPC，将MPC的稳定性
与 RL的自主探索相结合。通过详细的数学推导，已经
证明了非线性MPC与 RL之间的等价条件 [38]，并引
入了使用鲁棒MPC的安全 RL概念 [39]。这样，MPC
的目标函数和 DRL的价值函数可以被整合 [40], [41]，
确保约束满足并提供类似MPC的性能，同时实现持续
学习和不确定性处理。

I. 基于物理信息的 RL 用于将先验/物理知识融入控
制器

广义上讲，任何整合了物理信息（如已知的物理定
律、系统动力学或经验过程模型）的强化学习算法都可
以被归类为基于物理学的强化学习。通过将领域特定的
知识嵌入到学习过程中，它显著提高了智能体的学习效
率和准确性，特别是在仅靠数据驱动的方法可能不够复
杂的系统中。

从更具体的意义上说，物理信息强化学习指的是将
强化学习与物理信息神经网络（PINNs）[42]结合起来。
PINNs 是一类直接在其训练过程中纳入诸如质量、能
量或动量守恒等物理定律的神经网络架构。这种整合确
保了所学策略遵循系统的支配性物理动力学，从而提高
了控制策略的鲁棒性和现实性。

物理学知识强化的 RL的一个显著优势是其增强迁
移学习的能力。在将学习到的策略在不同领域之间转移
时，嵌入的物理知识充当一种通用特征，为 RL代理提
供了一个稳定的基石，即使是在不同的操作环境中也是

如此。这使得更容易将策略适应到新的但物理特性相似
的系统中，减少了大量重新训练的需求。

V. 结论

本文介绍了一组开创性的化工过程控制方法，解决
了传统方法和当前 RL技术中的关键挑战。通过将 RL
与转移学习和学徒学习等先进技术相结合，这一框架有
可能彻底改变工业控制系统的工作方式。这为 AI在各
行各业的更广泛应用铺平了道路，开启了效率、可持续
性和安全性的新水平。旨在推进化工行业的人工智能驱
动技术，本文提出的理念将在现代化工过程控制中推动
可能性的边界，帮助塑造工业自动化的未来。
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